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[Abstract]

In this paper, we propose a Label Reassignment Strategy to improve the performance of an object 
detection algorithm. Our approach involves two stages: an inference stage and an assignment stage. In 
the inference stage, we perform multi-scale inference with predefined scale sizes on a trained model 
and re-infer masked images to obtain robust classification results. In the assignment stage, we calculate 
the IoU between bounding boxes to remove duplicates. We also check box and class occurrence 
between the detection result and annotation label to re-assign the dominant class type. We trained the 
YOLOX-L model with the re-annotated dataset to validate our strategy. The model achieved a 3.9% 
improvement in mAP and 3x better performance on AP_S compared to the model trained with the 
original dataset. Our results demonstrate that the proposed Label Reassignment Strategy can effectively 
improve the performance of an object detection model. 
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[요   약]

본 논문은 객체 위치식별 알고리즘의 성능을 향상하기 위한 레이블 재할당 방법을 제안한다. 
제안한 방법은 추론 단계와 재할당 단계로 구분한다. 추론 단계에서는 학습된 모델로부터 사전 

지정된 크기에 따라 다중 스케일 추론을 수행한 뒤, 이를 마스킹한 영상을 다시 한번 추론하여 

강인한 클래스 종류의 추론 결과를 얻는다. 재할당 단계에서는 박스간의 IoU를 계산하여 중복 박

스를 제거하고, 박스와 클래스의 빈도를 계산하여 지배적 클래스를 다시 할당하였다. 제안한 방법

을 검증하기 위하여 공사현장 안전장비 인식 영상 데이터 세트에 레이블 재할당 방법을 적용하고 

이를 YOLOX-L 객체 탐지 모델에서 학습하였다. 실험 결과 적용 전 대비 mAP가 3.9% 향상하여 

51.07%를 달성하였으며 AP_S를 3배 이상 향상하여 14.53%를 달성하였다. 실험 결과를 통해 레이

블 재할당 알고리즘이 더 우수한 성능의 모델을 훈련해 냄을 확인하였다.

▸주제어: 인공지능, 객체 탐지, 데이터셋 정제, 데이터셋 재할당
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I. Introduction

고용노동부가 발표한 2020 산업 재해 현황분석[8]의 연
도별 산업 재해 지표 추이에 따르면, 2011~2020년간 요양
재해자가 지속해서 발생하는 양상을 나타낸다. Fig. 1은 
이러한 지표 추이를 나타내고 있다.

Year 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020

Establishments 1,738,196
(100)

1,825,296
(105)

1,977,057
(114)

2,187,391
(136)

2,367,186
(136)

2,457,225
(141)

2,507,364
(144)

2,654,107
(153)

2,680,874
(154)

2,719,308
(156)

Workers 14,362,372
(100)

15,548,423
(108)

15,449,228
(108)

17,062,308
(119)

17,968,931
(125)

18,431,716
(128)

18,560,142
(129)

19,073,438
(133)

18,725,160
(130)

18,974,513
(132)

Injuries 93,292
(100)

92,256
(99)

91,824
(98)

90,909
(97)

90,129
(97)

90,656
(97)

89,848
(96)

102,305
(110)

109,242
(117)

108,379
(116)

Fig. 1. Trend Of Occupational Injuries By Year

이러한 배경 아래 산업 재해 피해 감소를 위한 여러 장
치가 등장하고 있으며 최근 인공지능 기술을 활용하여 산
업 재해를 사전에 방지하고자 하는 노력이 계속되고 있다. 
인공지능을 기반으로 하는 재해 발생 탐지 시스템은 위험 
객체 탐지 또는 위험 상황 판별을 통해 산업작업자의 위험 
요소를 사전에 판단하고 예방함으로써 추가적인 재해 피
해를 방지할 수 있다. 안전사고를 효과적으로 예방하는 재
난 알림 시스템은 높은 재현율과 낮은 지연시간이 요구되
며, 이에 부합하기 위하여 수많은 데이터를 이용하여 학습
한 인공지능 모델이 요구된다. 일반적인 인공지능 기반의 
재난 알림 시스템은 작업장의 위험 상황 알림 서비스를 제
공하여 안전 장구 미착용과 쓰러짐을 알려 작업자의 안전
사고를 예방하고 빠르게 대처하는 데 도움을 준다.

최근 재난 알림 시스템의 성능 개선을 위하여 새로운 인
공지능 모델이 지속해서 연구되고 있다. 이러한 모델의 성
능을 정량적으로 비교하기 위하여 오픈 데이터 세트를 주
로 사용하고 있으며, 객체 탐지 모델의 성능 측정을 위한 
데이터 세트로 PASCAL VOC[1], MS COCO[2]가 널리 사
용된다. 

객체 탐지 문제는 영상 분류 문제에 비하여 인공지능 모
델과 데이터의 복잡도가 높다. 이에 따라 데이터 세트의 
레이블을 만드는 과정에서 잘못된 레이블을 생성하는 경
우 성능이 크게 하락한다. 데이터 세트를 생성하기 위하여 
사람이 직접 정지 영상에서 해당 영상에 존재하는 객체의 
위치와 해당하는 객체의 클래스를 레이블로 기록하기 때
문에, 레이블 기록자의 기록 실수나 전처리 과정의 실수로 
인하여 잘못된 레이블을 포함할 가능성이 크다. 따라서 레
이블의 검증이 필요하며 이를 자동화하는 방안에 관한 연
구가 대두되고 있다.

데이터의 양이 늘어날수록 데이터 레이블의 일관성을 
검증하는 데에 필요한 소요는 더 커진다. 본 논문에서는 
이를 해결하고자 일부 객체 레이블이 잘못 기재된 데이터 
세트 레이블을 정제하는 레이블 재할당 기법을 소개하고, 
방법을 한국지능정보사회진흥원 AIHub에서 제공하는 공
사 현장 안전 장비 인식 데이터 공개 데이터셋[7]과 
YOLOX[5] 모델에 적용하여 결과를 입증하였다. 본 기법
은 영상에 실제로 존재하는 객체이나 레이블에 다른 클래
스로 기재된 이상 클래스를 정상 클래스로 다시 할당하고, 
기존 레이블에서 놓친 작은 크기의 객체들에 대한 새로운 
박스 레이블을 생성한다.

본 논문의 구성으로 2장에서는 이전 연구들에 관하여 
소개하고, 3장에서는 제안하는 데이터 세트 재할당 기법을 
소개한다. 4장에서는 해당 기법을 활용한 실험 과정을 보
이며 5장에서는 그 결과를 제시하고 마지막으로 6장에서
는 결론을 맺는다.

II. Related Works

인공지능 기반의 재난 알림 탐지 시스템에 관한 연구가 
활발히 진행되고 있다. ITLM[9]과 INCV[10]에서는 
YOLOv5 모델과 공개 데이터 세트를 활용하여 개인 안전 
장구의 착용 여부를 탐지하고 이를 화면에 표시하는 시스
템을 구현하였다. [9]에서는 실시간 카메라 영상을 이용하
여 구현한 시스템의 동작을 검증하였으며, [10]에서는 
Jetson Nano 임베디드 시스템을 활용하여 실제 공장 현장
에 배치하기 쉽도록 저전력의 관제 시스템을 구성하였다.

레이블 교정에 관한 연구는 방대한 데이터 세트에 내재
한 이상 레이블을 선별하고 해당 레이블을 정상 레이블로 
재할당하는 방법을 고안한다. [15], [16]에서는 데이터 세
트 내 잘못된 레이블을 분류하기 위하여 단계별 학습을 적
용하였다. 현재 단계에서는 일정 부분의 데이터를 선택하
여 모델을 학습하고, 학습된 모델을 이용하여 선택되지 않
은 데이터와 레이블 간의 손실(Loss)을 구한다. 이때, 손실
이 작은 레이블들만 보존하여 다음 단계의 데이터로 사용
하며 이 과정을 반복하여 정상 데이터 세트를 걸러내었다. 
[3]에서는 컴퓨터비전, 자연어처리 등 다양한 분야에 일반
적으로 사용되는 10개 데이터 세트의 정답 레이블의 이상
을 연구하였다. 해당 연구는 Confident Learning[4] 알고
리즘을 이용하여 의심되는 정답 레이블을 추출하고, 이를 
Amazon Mechanical Turk 크라우드소싱을 활용하여 검
증하고 해당 레이블을 재할당하였다. 해당 방법을 
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ImageNet 데이터 세트에 적용한 결과로 Validation Set
의 5.8%에 해당하는 2,916장의 레이블을 교정하였고, 동
일한 VGG-19 모델에서 이전 Validation Set보다 더 높은 
정확도를 달성하였다. 해당 논문은 검증 데이터 세트 레이
블의 낮은 품질이 잘못된 모델 평가 결과를 낼 수 있음을 
시사하였으나, 논문에서 제안한 방법을 객체 탐지 데이터 
세트에 적용하기 어렵다는 한계점을 가지고 있다. 본 논문
에서는 이를 해결하여 학습된 모델을 활용하여 객체 탐지 
데이터 세트의 레이블을 교정하는 방안을 제안한다.

III. The Proposed Method

Fig. 2. Proposed Label Reassignment Strategy

본 논문에서 제안하는 방법은 모델로부터 다중 입력 크
기로 객체를 추론하고 이를 이용하여 객체 재할당을 적용
하는 과정으로 진행하며 Fig. 2에서 그 과정을 나타낸다.

3.1 Masking Re-Inference
제안 방법에서는 가장 먼저 데이터 세트로 학습된 모델

에 학습 영상의 객체 추론을 진행한다. 동일한 입력 영상
을 사전에 지정된 여러 입력 크기로 크기 조절하여 추론한

다. 이후 입력 영상에서 배경 영역을 제거하고 해당 영상
을 다시 한번 모델로 추론한다. 본 논문에서 추론 결과의 
모든 박스 영역을 제외한 나머지 영역을 배경 영역으로 가
정하였다. 배경을 제거함으로 이상 클래스로 인한 모델의 
Bias를 완화하여 이상 클래스를 정상 클래스로 탐지하는 
효과를 얻을 수 있다. 해당 과정에서 얻은 결과 박스는 원
본 영상의 추론 결과 박스와 IoU(Intersection over 
Union)를 계산하고 동일한 위치에 해당하는 박스의 클래
스 종류를 다시 할당한다.

3.2 Label Reassignment Strategy
레이블 재할당 방법은 마스킹 재추론, IoU 매칭, 클래스

별 재매칭, 지배적 클래스 할당 과정으로 구성한다. 각 과
정은 아래 세 가지의 결과 집합을 생성한다.

(1)    : 매칭이 완료되어 보존할 박스 및
클래스 종류 목록 집합

(2)  : 추론된 결과에만 존재하는 박스 집합
(3)    : 레이블에만 존재하는 박스 집합

모든 재할당 과정을 거친 후,  집합의 박스들
을 재할당 결과 데이터 세트 레이블로 저장한다, 
은 오탐으로 판단하여 사용하지 않고, 
는 잘못된 레이블로 판단하여 모두 사용하지 않는다. 각 
과정에서는 두 박스의 위치 비교를 위하여 IoU를 계산하
고 그 값이 임계값을 초과하는지 확인한다. 두 박스의 IoU
가 임계값을 초과한 경우 같은 박스로 판단한다.

3.2.1 IoU Match
모든 입력 영상 크기에 대하여 원본 데이터 세트 레이블 

박스와 마스킹 재추론 결과 박스간의 IoU를 계산하고 매
칭된 박스와 추론된 클래스 종류들을 에 저장한
다. 이는 기존 데이터 세트 레이블에 존재하는 정상 객체
를 보존하고 이상 객체를 여과하는 효과가 있다. 데이터 
세트 레이블에 박스가 존재하나 추론되지 않은 객체들을 
에 저장하고, 반대로 추론된 박스가 존재하나 데
이터 세트 레이블에 매칭되는 박스가 없는 객체를 
에 분류하여 저장한다.

3.2.2 Per-class Rematch
이 단계에서는 클래스별로 에 존재하는 모든 

박스에 대하여 IoU를 계산하고 같은 위치에 존재하는 박
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Fig. 3. Proposed Reassignment And Evaluation Pipeline

스들과 빈도를 찾는다. 해당 과정에서 동일 위치에 존재하
는 박스들은 발생 빈도가 2 이상이면 해당 박스들 중 대표 
박스 하나와 클래스 종류들을 에 보존한다. 이 
과정은 데이터 세트 레이블에 없는 새로운 박스를 보존하
고 발생 빈도에 따라 오탐인 박스를 제거한다.

3.2.3 Dominant Class Rematch
클래스별 재매칭 단계에서는 클래스가 다르지만 동일한 

위치에 존재하는 박스들을 매칭하지 않기 때문에 지배적 
클래스 재매칭 단계에서는 박스로만 매칭을 수행한다. 본 
단계에서는 내부 비교와 외부 비교를 진행하고 비교 결과
에 따라 지배적인 클래스 할당을 진행한다.

내부 비교는 이미 매칭된 결과인  내에서 모
든 박스들이 나머지 박스들과 서로를 비교한다. 비교 과정
에서 두 박스가 동일한 위치에 존재하는 경우, 각 박스의 
클래스 종류들을 합하여 가장 빈도가 높은 클래스 종류를 
해당 박스의 클래스로 재할당한 뒤 최다 빈도 클래스 종류
가 없는 박스를 에서 제거한다. 위 과정은 두 박
스에 대하여 지배적인 클래스 할당을 진행함으로써 데이
터 세트 레이블에서 비롯된 이상 클래스를 다시 할당한다.

외부 비교는 와 에 내부 비교와 동일
한 과정을 적용한다. 재할당 단계를 완료한 레이블은 COCO
나 VOC 포맷으로 저장하여 추후 모델 학습에 사용한다.

IV. Experiments

실험 과정은 Fig. 3에서 나타낸다. 우선으로 원본 데이
터 세트로 모델을 학습하고 학습 결과를 평가하여 기본 결
과를 생성해 낸다. 다음으로, 데이터 세트 레이블에 재할
당 방법을 적용한 후에 나온 결과 레이블을 데이터 세트로 
모델에 학습하고 원본 데이터 세트로 학습한 모델과 비교
한다.

4.1 Dataset
실험에는 한국지능정보사회진흥원 AIHub에서 제공한 

공사현장 안전장비 인식 영상 공개 데이터 세트를 활용하
였다. 전체 데이터 세트 중 헬멧과 안전띠 두 가지 클래스
를 선별하였고, 클래스별 착용/미착용 상태를 구분하여 총 
4개의 클래스로 구성하였다. 실험 데이터 세트는 학습 데
이터 823,021장, 검증 데이터 7,774장 규모의 데이터 세
트로 구성된다.

AIHub의 공사현장 안전장비 인식 영상 공개 데이터 세
트의 경우 박스가 잘못된 위치에 존재하거나 작은 객체에 
대한 박스가 존재하지 않는 경우가 다수 존재한다. 본 논
문에서는 검증된 레이블을 확보하기 위하여 검증 데이터 
세트 재확인 작업을 진행하였다. 재확인 작업에서는 실제 
객체에 대한 레이블이 존재하는지와 실제 객체와 레이블
에 기록된 클래스 종류가 같은지에 대하여 확인하며, 비정
상 레이블을 찾아내고 수정한다. 재확인 작업을 위하여 검
증 세트 내 레이블을 1차, 2차로 검증을 진행하였고 그 결
과, helmet_off 객체 365개에 대하여 검증하여 최종적으
로 1,056장의 테스트 데이터 세트를 확보하였다.
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4.2 Model
본 논문에서는 실시간 객체 탐지를 위하여 YOLOX 모

델을 사용하였다. YOLOX는 YOLO 계열[13][6][14]에서 
파생된 실시간 객체 탐지 모델이다. 이는 앵커 프리 구조
로 객체 탐지에 앵커 박스를 사용하지 않고 Head 레이어
에서 객체의 위치를 직접 추론한다. 이러한 특성으로 
YOLOX는 다른 모델 대비 비교적 간단하게 객체 탐지 파
이프라인의 구성이 가능하다. YOLOX는 Decoupled 
Head 구조를 적용하여 객체 위치 회귀와 분류에 각각 다
른 Head 레이어를 사용함으로써 모델이 데이터 세트에 더 
빠르게 수렴하는 특징을 가진다.

Training Parameter Value
Pretrained model COCO
Input size 640
Multiscale train range 640~1120
Augmentation Mosaic
Learning rate 0.001
Learning rate scheduler yoloxwarmcos
Epoch count 10

Inference Parameter Value
Inference scale 640~1120
NMS IoU Threshold 0.3
Confidence Threshold 0.23

Table 1. Applied Hyperparameters

원본 데이터 세트 학습과 재할당된 데이터 세트 학습 단
계에서는 YOLOX-L 모델과 COCO 데이터 세트로 사전 
학습된 가중치에 전이 학습을 수행하였으며, 두 학습 과정
에 Table 1의 설정값을 동일하게 적용하였다.

모든 학습에는 데이터 증강을 위하여 Mosaic[11] 데이
터 증강 기법을 적용하여 학습 데이터 세트의 영상 중 4장
을 무작위로 선별하여 한 장의 영상을 만들어 내었다, 이
에 더하여, Multi-Scale Training[6]을 적용하여 입력 영
상의 크기를 10개 배치 진행에 한 번씩 {640, 800, 960, 
1120} 중에서 무작위로 선택하였다.

4.3 Environments
실험에 활용한 학습 서버 하드웨어는 Ubuntu 20.04 

Server OS, i9-10890XE CPU, 256GB RAM, RTX 3090 
GPU 4개로 구성하였으며, 소프트웨어는 Kubernetes 학
습 클러스터 환경과 PyTorch 1.11.0a0 도커 이미지로 구
성하였다. 학습과 추론 과정에는 AMP(Automatic Mixed 
Precision[12])를 적용하여 연산 과정을 가속한다. AMP는 
합성곱 연산을 반정밀도 부동소수점(FP16) 형식으로 연산
하여 GPU에 내장된 Tensor 코어를 활용하여 연산 과정
을 가속하는 기술이다. FP16의 정확도 손실을 최소화하기 

위하여 동적 범위가 큰 합성곱 이외의 연산은 일반적으로 
사용되는 단정밀도 부동소수점(FP32) 형식으로 연산을 진
행하였다.

제안한 방법의 마스킹 재추론 결과 박스와 원본 영상 추
론 결과 박스간의 IoU 비교 과정에서 임계값을 0.8로 사용
하였으며, 레이블 재할당 과정에서 임계값을 모델 추론에 
사용하는 IoU 임계값과 같은 값을 사용하였다.

실험을 위하여 사전에 데이터 세트 레이블을 JSON 형
태의 COCO 어노테이션 포맷으로 변환하였다. 또한, 다중 
GPU 환경을 활용하기 위하여 PyTorch 분산 병렬처리 라
이브러리(DDP)를 이용하였고, 레이블 재할당 과정에서는 
전체 데이터 세트 영상를 균등히 나누어 각 GPU에 할당한 
뒤 4개의 작업을 병렬로 진행하고 모든 결과를 한 파일로 
병합하였다.

V. Results

실험 결과 평가는 원본 데이터 세트 의 학습 결과와 
재할당된 데이터 세트  ′의 학습 결과를 평가하고 비교
한다. 각 결과의 평가는 데이터 세트 확인 과정에서 재확
인을 거친 1,056장의 데이터를 사용하였다. 평가 결과의 
입력 크기별 AP에서 사용하는 영상 크기는 각각 아래와 
같이 정의한다.

(1)   :  

(2)   :  ≦   

(3)   :  ≧ 

재할당 알고리즘을 적용한 데이터로 학습을 진행한 결
과 성능은 Table 2와 같다, 제안한 재할당 알고리즘을 적
용한 결과    ,  모두 기존 대비 우수한 성능

을 보여주고 있다. 또한,  의 경우 4.71%에서 
14.53%로 3.1배 성능이 증가하였다. 각 클래스별 의 
경우 helmet_on 클래스에서 약 1.2배, helmet_off 클래
스에서 약 1.4배로 제안한 방법이 기존보다 성능의 큰 향
상을 확인할 수 있다.

5.1 Confidence Threshold Search
모델로부터 최적의 결과 박스를 추론하기 위하여, 원본 

데이터 세트를 학습한 모델 의 평가 과정에서 사용할 
최적의 객체 신뢰도 임계값 검색을 수행하였다. 임계값 검
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Model   
(%)


(%)

 

(%)


(%)
 

(%)
 (%)

helmet_on helmet_off belt_on belt_off
Baseline  47.15 77.59 4.71 42.88 61.34 73.74 58.39 89.11 89.13
Proposed  ′ 51.07 86.28 14.53 45.05 64.47 88.31 80.81 87.39 88.61

Table 2. Model Evaluation Result

Fig. 4. mAP Score By Threshold Search Space

색에는 Mean Average Precision 점수를 성능 척도로 사
용하고, 신뢰도 임계값의 검색 공간으로 0.01부터 0.99까
지 0.01 단위의 총 99개 값을 정의하였다. Fig. 4는 그 결
과를 나타낸다. 임계값 검색을 수행한 결과, 신뢰도 임계
값 이 가 39.23%,   가 71.04%로 가장 
높은 성능이 나타나는 것을 확인하였다. 본 논문에서는 실
험 결과에 따라 최적 신뢰도 임계값 0.23을 추론 단계에 
NMS 신뢰도 임계값으로 적용하였다.

5.2 Inference

[영상1] 640 결과 (7.8x) [영상1] 1120 결과 (7.8x)

[영상2] 640 결과 (6.8x) [영상2] 1120 결과 (6.8x)

Fig. 5. Inference Result Of Two Input Sizes

데이터 세트 레이블 재할당을 위하여 학습 과정과 동일
한 스케일 {640, 800, 960, 1120} 4가지의 크기에 대하여 
각각 입력 영상을 추론하여 마스킹 재추론 방법의 신뢰성
을 검증한다. Fig. 5는 두 영상에 대하여 입력 크기 640, 
1120에서 추론 결과를 각각 확대하여 나타내고 있다. 실
험 결과를 통해 작은 영상에서 미탐으로 처리된 객체들이 
영상이 커짐에 따라 검출됨을 확인하였다. 이는 제안한 마
스킹 재추론 과정에서 다양한 크기의 영상으로 추론하여 
기존에 탐지하지 못한 객체들을 검출함에 따라 제안한 방
법이 미탐 객체들에 대한 레이블 생성이 가능하다는 것을 
검증하였다.

5.3 Label Reassignment

Fig. 6. Statistics Of Bounding Boxes Per Class

재할당 알고리즘을 적용한 결과 데이터 세트 전체의 박
스 개수는 원본 데이터 세트 대비 31.4%를 더 할당하여 
총 4,674,717개가 할당되었다. Fig. 6에서는 클래스 종류
별 박스의 개수 차이를 나타내고 있다. 실험 결과에서 
helmet_off 클래스의 기존 대비 개수가 감소하였으나, 이
는 이상 레이블로 존재하던 helmet_off 클래스가 정상 레
이블인 helmet_on 클래스로 재할당되는 과정에서 수가 
감소한 현상이다.

VI. Conclusions

본 논문에서는 데이터 세트의 품질을 정제하는 새로운 
방법을 제안하였다. 제안 기법은 원본 데이터 세트 레이블
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에 새로운 객체와 클래스를 재할당하는 방법이다. 또한 제
안한 방법을 검증하기 위하여 원본 데이터 세트의 모델 학
습 결과와 재할당 데이터 세트의 학습 결과를 서로 비교하
여 제안 방법을 적용한 결과 성능의 우수함을 확인하였다. 
제안 방법은 현재 재난 알림 시스템에 활용하는 오픈 데이
터 세트 중 하나인 AIHub의 공사현장 안전장비 인식 영상 
공개 데이터 세트의 레이블을 교정함에 따라 해당 시스템
의 성능 향상에 기여할 수 있음을 확인하였다.
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